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Vad ar maskininldrning?

Maskininldrning handlar om att konstruera datorprogram som
automatiskt kan lira sig att l6sa komplicerade problem utifrén
data, utan att vara specifikt programmerade for varje uppgift.
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Ex) God- eller elakartade pigmentforandringar

Kan man lara en dator skilja p8 god- och elakartade leverflackar?

Bild pa leverflack

Indata

Datorprogram

51

>

Modell

godartad eller
elakartad?

Prediktion
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Klassificering

Klassificering: ta fram en modell som, for varje datapunkt x, kan
prediktera dess klass y (t.ex. y € {godartad, elakartad}).
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Klassificering

Klassificering: ta fram en modell som, for varje datapunkt x, kan
prediktera dess klass y (t.ex. y € {godartad, elakartad}).

Overvakad inldrning: Modellen trinas genom att anpassa den till

annoterade traningsdata 7 = {(x;, yi)}"_;

Traningsdata

. Modell godartad eller
—> ode
elakartad?

{x1,%2,...,x Uppdaters N
modellen Prediktion

[ | Inl3rnings-

{yi,y2,-..,¥n} algoritm
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Tillampad maskininldrning ar en iterativ process

Finns manga val att gora
e Vilken modell ska vi valja?

e Hur ménga parametrar ska
modellen ha?

=

Experime /Kod
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Tillampad maskininldrning ar en iterativ process

Finns manga val att gora
e Vilken modell ska vi valja?

e Hur ménga parametrar ska
modellen ha?

Experime /Kod

Vad ar en bra modell?

Hur kan man forbattra modellen?
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Innehall

Mal: Introducera ett strukturerat satt att utvardera och forbattra

en maskininlarningsmodell.

1. Trénings-, validerings- och testdata

e Fallgrop 1: Dataldckage e

40

2. Utvarderingsmattet
e Fallgrop 2: Inte ha ett utvdrderingsmatt '

Experiment Kod
3. Traningsfel och generaliseringsfel
e Fallgrop 3: Att lagga tid pé& fel saker.
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Tranings-, validerings-, och testdata

All data

Test-
data
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Tranings-, validerings-, och testdata

All data

Trana modellen

e Traningsdata: Anvands for att trdna modellen
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Tranings-, validerings-, och testdata

All data

Modell

T Vilja mellan modeller

e Traningsdata: Anvands for att trdna modellen

Test-

e Valideringsdata: Anvands for att valja mellan modeller
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Tranings-, validerings-, och testdata

All data
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Utvardera modellen
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Tranings-, validerings-, och testdata

All data

Modell Test-
data

Utvardera modellen i verkligheten!

e Traningsdata: Anvands for att trdna modellen
e Valideringsdata: Anvands for att valja mellan modeller
e Testdata: Anvands for att utvdrdera modellen
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Tranings-, validerings-, och testdata

All data

Modell Test-
data

Utvardera modellen i verkligheten!

e Traningsdata: Anvands for att trdna modellen
e Valideringsdata: Anvands for att valja mellan modeller
e Testdata: Anvands for att utvdrdera modellen

Validerings- /testdata ska motsvara verkligheten!
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Fallgrop 1: Datalackage (1/11)

datalidckage

’ Data kand vid prediktion ‘ ‘ Data okand vid prediktion ‘

prediktionstidpunkt tid

9/22



Fallgrop 1: Datalackage (I1/11)

Hur kan dataldckage uppst&?

Test-
data

Dataldckage

e Dataldckage: Fran validerings-/test- till traningdata.
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Ex) Grupplackage

1) Fler bilder fran samma individ

R
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2) Blanda bilder och dela upp i traning/val/test.
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Ex) Grupplackage
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Fallgrop 1: Datalackage (I1/11)

Hur kan dataldckage uppst&?

Test-
data

Dataldckage

e Dataldckage: Fran validerings-/test- till trdningdata.
e Dubletter i dataset: Kopia av samma datapunkt finns i
validerings-/testdata och traningsdata.
e Gemensam férbehandling av trinings-/validerings-/testdata
o Grupplickage

Sayash Kapoor & Arvind Narayanan. Leakage and the reproducibility crisis in
machine-learning-based science. Patterns, 4(9), 2023. 12/22



Innehall

Mal: Introducera ett strukturerat satt att utvardera och forbattra

en maskininlarningsmodell.

1. Tranings-, validerings- och testdata

e Fallgrop 1: Datalackage e
e
2. Utvarderingsmaéttet
e Fallgrop 2: Inte ha ett utvarderingsméatt . {
Experiment Kod

3. Tréaningsfel och generaliseringsfel
o Fallgrop 3: Att ldgga tid pa fel saker.
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Utvarderingsmattet (1/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.
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Utvarderingsmattet (1/111)
Ex: God- och elakartade leverflackar. . .

y = 0: Godartad, y = 1 : Elakartad.

Modell A | y=0 y =1 | total

y(x)=0 85 1 86

y(x)=1 10 4 14
total 95 5 100
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Utvarderingsmattet (1/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Modell A | y=0 y =1 | total
y(x)=0 85 1 86
y(x)=1 10 4 14
total 95 5 100
85+ 4
het = = 899
noggrannhe o %o
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Utvarderingsmattet (1/111)
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y = 0: Godartad, y = 1 : Elakartad.

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
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Utvarderingsmattet (1/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

* 0N

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 | 85 1 86  y(x)=0]| 95 5 | 100
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Men ar verkligen B “battre” dn A?

14/22



Utvarderingsmattet (1/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

* 0N

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 | 85 1 86  y(x)=0]| 95 5 | 100
y(x)=1] 10 4 14 yx)=1| o0 0 0
total 95 5 100 total 95 5 100
_8+4 9% +0
noggrannhet = 00— 89% noggrannhet = T 95%

Men ar verkligen B “battre” dn A?

Modell B predikterar alltid y(x) = 0. Inte s& anvéandbar.
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Utvarderingsmattet (l1/111) - sensitivitet/specificitet

* 0N

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Modell A | y =0 y =1 | total

y(x)=0 85 1 86

y(x)=1| 10 4 14
total 95 100

specificitet | sensitivitet
=8 -89% | =2 =280%
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Utvarderingsmattet (l1/111) - sensitivitet/specificitet

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

@

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 85 1 86 y(x)=0 95 5 100
y(x)=1 10 4 14 y(x)=1 0 0 0
total 95 100 total 95 100
specificitet | sensitivitet specificitet | sensitivitet
=5 -89% | =2 =280% =2 =100% | =2=0%
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Utvarderingsmattet (l1/111) - sensitivitet/specificitet

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

@

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 85 1 86 y(x)=0 95 5 100
y(x)=1 10 4 14 y(x)=1 0 0 0
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Verkar troligt att A ar battre...
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Utvarderingsmattet (l1/111) - sensitivitet/specificitet

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

* 0N

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 85 1 86 y(x)=0 95 5 100
y(x)=1 10 4 14 y(x)=1 0 0 0

total 95 100 total 95 100

specificitet | sensitivitet specificitet | sensitivitet

=8 -80% | =2=280% =2 =100% | =2=0%

Verkar troligt att A ar battre...

Hur avgor vi generellt om A eller B &r battre?
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Utvarderingsmattet (l1/111) - sensitivitet/specificitet

* 0N

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Modell A | y=0 y=1| total ModellB|y=0 y=1| total
y(x)=0 85 1 86 y(x)=0 95 5 100
y(x)=1 10 4 14 y(x)=1 0 0 0

total 95 100 total 95 100

specificitet | sensitivitet specificitet | sensitivitet

=8 -80% | =2=280% =2 =100% | =2=0%

Verkar troligt att A ar battre...

Hur avgor vi generellt om A eller B &r battre?
specificitet + sensitivitet

Balanserad noggrannhet = 5

Ett forslag:
15/22



Utvarderingsmattet (111/111)

Vilket utvdrderingsmatt du ska vilja beror pa ditt problem!
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Vilket utvdrderingsmatt du ska vilja beror pa ditt problem!

Fallgrop 2: Att inte bestdmt sig for ett utvarderingsmétt.

Valideringsdata + ett utvarderingsméatt '
definierar ditt maskininlarningsproblem och

snabbar sokandet av battre modeller. Expk v
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Utvarderingsmattet (111/111)

Vilket utvdrderingsmatt du ska vilja beror pa ditt problem!

Fallgrop 2: Att inte bestdmt sig for ett utvarderingsmétt.

Valideringsdata + ett utvarderingsméatt '
definierar ditt maskininlarningsproblem och

snabbar sokandet av battre modeller. Expk !

Tillvdgag&ngssatt:

1. Definiera ditt problem (valideringsdata + utvarderingsmétt).
2. Anpass din modell s& du blir bra p& att |6sa detta problem.
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Innehall

Mal: Introducera ett strukturerat satt att utvardera och forbattra

en maskininlarningsmodell.

1. Tranings-, validerings- och testdata

e Fallgrop 1: Datalackage e
e
2. Utvarderingsmattet
e Fallgrop 2: Inte ha ett utvarderingsmatt . (
Experiment Kod

3. Traningsfel och generaliseringsfel
e Fallgrop 3: Att lagga tid pa fel saker.
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Traningsfel och generaliseringsfel (1/111)

Traningsdata
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Traningsfel och generaliseringsfel (1/111)

Traningsdata

X%
8
00

Underanpassning
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Traningsfel och generaliseringsfel (1/111)

X2

Underanpassning

Traningsdata

Xz

Overanpassning
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Traningsfel och generaliseringsfel (1/111)

X2

Traningsdata

X X X X % X
x o X g o X o e
G, Q Q
x 88 § x 8% J x 8% ]
8| 8 | © 8
*x o) o *x s X *x &
X XX (@] % X XX O % b XX Q >2'
b x, % x B K x, % x b x, ° x
K, XX X xx ¢ X, XX
X1 X1 X1
Underanpassning "Precis ratt” Overanpassning
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Traningsfel och generaliseringsfel (1/111)

X2

Traningsdata

X X X X % X
x o X g o X o e
G, Q Q
x 88 § x 8% J x 8% ]
8| 8 | © 8
*x o) o *x s X *x &
X XX (@] % X XX O % b XX Q >2'
b x, % x B K x, % x b x, ° x
K, XX X Xx X, XX X
X1 X1 X1
Underanpassning "Precis ratt” Overanpassning

Hogt traningsfel

L&gt traningsfel

18/22



Traningsfel och generaliseringsfel (1/111)

Traningsdata

X X X X % X
x o X g o X o o
G, Q Q
x 88 § x 8% J x 8% ]
: 8| 8 | © 8
e &Y T, @ ALK, 8
x XX 0 % % XX 0 % % XX g )2:
><>2‘xx>§<>< X x;%‘xx X x x;{x>§§<x X
X X X
>\,>< X1 X1 \y>< X1
Underanpassning "Precis ratt” Overanpassning
Hogt traningsfel L&gt traningsfel

Vi vill minimera felet pa valideringsdatal
valideringstel = traningsfel + (valideringsfel — traningsfel)

~— 18/22
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Traningsfel och generaliseringsfel (1/111)

X2

Valideringsdata

& Q
§ X X9 d 3 X *89, q y X9 a
% 0° @ % 0° @ % o° @
- oy O . 0¥ O . 0¥ O
oo R I, R oy .
X X X X X ]
¥ X %X X %X X
% X % X % X x X % X x X
X X X % X X
X1 X1 X1
Underanpassning "Precis ratt” Overanpassning

Hogt traningsfel

Lagt generaliseringsfel

L&gt traningsfel

Hogt generaliseringsfel

Vi vill minimera felet pa valideringsdatal

valideringstel = traningsfel + (valideringsfel — traningsfel)

generaliseringstfel
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Traningsfel och generaliseringsfel (11/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.
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Traningsfel och generaliseringsfel (11/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Traningsfel | Valideringsfel

9% 10% Hogt traningsfel, l&gt generaliseringsfel

valideringsfel = traningsfel + (valideringsfel — traningsfel)

generaliseringsfel
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Traningsfel och generaliseringsfel (11/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Traningsfel | Valideringsfel

9% 10% Hogt traningsfel, l&gt generaliseringsfel
1% 8% Lagt traningsfel, hdgt generaliseringsfel

valideringsfel = traningsfel + (valideringsfel — traningsfel)

generaliseringsfel
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Traningsfel och generaliseringsfel (11/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Traningsfel | Valideringsfel

9% 10% Hogt traningsfel, l&gt generaliseringsfel
1% 8% Lagt traningsfel, hdgt generaliseringsfel
1% 2% Lagt traningsfel, l&gt generaliseringsfel

valideringsfel = traningsfel + (valideringsfel — traningsfel)

generaliseringsfel
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Traningsfel och generaliseringsfel (11/111)

Ex: God- och elakartade leverflackar.
y = 0: Godartad, y = 1 : Elakartad.

Traningsfel | Valideringsfel

9% 10% Hogt traningsfel, l&gt generaliseringsfel
1% 8% Lagt traningsfel, hdgt generaliseringsfel
1% 2% Lagt traningsfel, l&gt generaliseringsfel

10% 20% Hogt traningsfel, hdgt generaliseringsfel

valideringsfel = traningsfel + (valideringsfel — traningsfel)

generaliseringsfel
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Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

Hogt
tranings-
fel?

20/22



Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

I

Hogt
tranings-
fel?

Ja e Mer flexibel modell

e Trana langre

20/22



Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

I

Hogt
tranings-
fel?

Ja e Mer flexibel modell

e Trana langre

20/22



Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

Hogt
tranings-
fel?

Mer flexibel modell

Trana langre

Samla in mer traningsdata

Regularisering

20/22



Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

Hogt
tranings-
fel?

Mer flexibel modell

Trana langre

Samla in mer traningsdata

Regularisering

20/22

Fardig!



Traningsfel och generaliseringsfel (111/111)

Enkelt recept for maskininldrning

Hogt
tranings-
fel?

Mer flexibel modell

Trana langre

Samla in mer traningsdata

Regularisering

[ Fallgrop 3: Att lagga tid p& fel saker.

Fardig!




Inlarningskurvor

Hur mycket kan modellen férbattras med mer data?

Senario A Senario B

alideringsfel

valideringsfel

L &
Generaliseringsfel | Generaliseringsfel |
¥
aningsfel traningsfel
Storlek pa traningsdata n Storlek p3 traningsdata n
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Inlarningskurvor

Hur mycket kan modellen férbattras med mer data?

Senario A Senario B

alideringsfel

valideringsfel

L &
Generaliseringsfel | Generaliseringsfel |
¥
aningsfel traningsfel
Storlek pa traningsdata n Storlek p3 traningsdata n

Finns ocksd manga bra alternativ till att samla in mer data:
e Dataaugmentering

e Overforingsinlirning (eng. transfer learning)
e Sjilvovervakad inlarning (eng. self-supervised learning)

Men det ar en annan férelasning... 21/22
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Sammanfattning

Mal: Introducera ett strukturerat satt att utvardera och forbattra

en maskininlarningsmodell.

1. Dela upp data i trénings-, validerings- och testdata

e Se till att validering/test motsvarar verkligheten!
e Se upp for datalackage

2. Valj ett utvarderingsmattet
e Valideringsdata+utvarderingsmattet definierar ML-problemet
3. Forbattra modellen systematiskt

e Borja med en enkel modell.
e Anvind tranings- och generaliseringsfelet som vigledning

Lycka till med ditt maskininldrningsprojekt!
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Fallgrop 1: Datalackage (I1/11)

Hur kan dataldckage uppst&?

Test-
data

Dataldckage

e Dataldckage: Fran validerings-/test- till traningdata.
e Dubletter i dataset: Kopia av samma datapunkt finns i
validerings-/testdata och tréningsdata.
e Gemensam férbehandling av trinings-/validerings-/testdata
e Grupplickage
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Fallgrop 1: Datalackage (I1/11)

Hur kan dataldckage uppst&?
Traningsdata Val. Test

Indata

Datalackage 2 -

Utdata

e Dataldckage: Fran validerings-/test- till traningdata.
e Dubletter i dataset: Kopia av samma datapunkt finns i
validerings-/testdata och tréningsdata.
e Gemensam férbehandling av trinings-/validerings-/testdata
e Grupplickage
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Ex) Dataldckage fran indata x till utdata y

Example 1:
Indata x Utdata y
EmployeelD Title ExperienceYears MonthlySalaryGBP AnnuallncomeUSD
315981 Data Scientist 3 5,000.00 78,895.44
4691 Data Scientist 4 5,500.00 86,784.98
23598 Data Scientist 5 6,200.00 97,830.35
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Example 1: Utdata funktion av en annan kolumn
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e Data kan ha olika formatering eller enheter i olika kolumner.

e Glémma ta bort kopior kan introducera datalackage.
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Indata x Utdata y
Education Married Annuallncome Purpose LatePaymentReminders IsBadLoan
1 Y 80k Car Purchase 0 0
3 N 120k Small Business 3 1
1 Y 85k House Purchase 5 1
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Ex) Dataldckage fran indata x till utdata y

Example 1: Utdata funktion av en annan kolumn

Indata x Utdata y
EmployeelD Title ExperienceYears MonthlySalaryGBP AnnuallncomeUSD
315981 Data Scientist 3 5,000.00 78,895.44
4691 Data Scientist 4 5,500.00 86,784.98
23598 Data Scientist 5 6,200.00 97,830.35

e Data kan ha olika formatering eller enheter i olika kolumner.

e Glémma ta bort kopior kan introducera datalackage.

Exempel 2: Forandlig data pga avsaknad av 6gonblicksbild

Indata x Utdata y
Education Married Annuallncome Purpose LatePaymentReminders IsBadLoan
1 Y 80k Car Purchase 0 0
3 N 120k Small Business 3 1
1 Y 85k House Purchase 5 1
2 N 72k Marriage 1 0

e Databas blir dverskriven nar ny data kommer in.
e Denna senare info finns inte under vid prediktionsdgonblicket 24/22
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Traningsfel och valideringsfel

e Eiain: Traningsfel,

e E,, : Valideringsfel, ~ Minimera E ;) = Eirain + (Eval — Etrain)
————

generaliseringsfel

Tréningsdata

X X X X X X
X o X o X e}
Q o) Q
x 88, ° x 88, ° x 88, °
§ § % 8
o % ~ e o
™ ) R x & x
X o G oo § T Ko O g
X ¥ x, X% x ¥ x, X% x ¥ x, X%
X x x
X oy oy oy
X1 X1
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Traningsfel och valideringsfel

e Eiain: Traningsfel,
e E,, : Valideringsfel, ~ Minimera E ;) = Eirain + (Eval — Etrain)
| S —

generaliseringsfel

Tréningsdata

X X x X x X
x 5 @] X o @] X o o]
Q, Q Q
< BEg, % | x 8, T | 288, O
= x,x o XX ol X
x XX o x&% x X* o ):9% x XX o x&%
b % % 2 X X X ¥ X X
\y><>2( 2% &( >><<>< XX >§< §>< XX >§<
X1 X1 X1
Hogt traningsfel
(Etrain — 5) (Etrain — 2) (Etrain — 0)
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Traningsfel och valideringsfel

e Eiain: Traningsfel,

Xz

val - Valideringsfel,

Minimera Eval = Etrain + (Eval - Etrain)
~——_———

Tréningsdata

generaliseringsfel

X X b x X
x o x o x o o
0
x 88 % x B8, P x 88
©8 8 |« ®8
% & < X & o s &
X xX g >2' x X% 0 % % xX g >2‘
X x X
X X x| XXX ® X X
&)%( XX % §<<>.< XX { >2( X%
X1 X1 X1
Hogt traningsfel Lagt traningsfel
5) (Etrain — 2) (Etrain — 0)

(Etrain =
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Traningsfel och valideringsfel

e Eiain: Traningsfel,
e E,, : Valideringsfel, ~ Minimera E ;) = Eirain + (Eval — Etrain)
| S —

generaliseringsfel

Tréningsdata

X X X x X X
X o o X o o X o o)
x 8%, * x 85 x 85
: 8| . 8. 8
B Xx (9 x Xx (5) ) Xx (5)
w XX o R w XX g 0 x XX 0 Y
B X 5 x, % x x%x x{ X x be X >§§( X%
B X S X R ™%
Hogt traningsfel "Precis ratt” L&gt traningsfel
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Traningsfel och valideringsfel

X2

L&gt generaliseringsfel

Eirain: Traningsfel,

val - Valideringsfel,

Minimera E,; = Etrain + (Eval - Etrain)
~——_———

generaliseringsfel
Valideringsdata
X xX:S)C% a X x@(% a x@(% d
00 @) o0 @ e @
x X “ow © x X Tox © * Yoy 0
G o SR o 0 4
&x& X, X X’z& X, X Xx’& X, X
x X x X x X x X x X x X
x b d x b4 X
X1 X1 X1
Hogt traningsfel "Precis ratt” L&gt traningsfel
(Etrain — 5) (Etrain — 2) (Etrain — 0)
(Eval = 6) (Eval = 4‘) (Eval = 9)

Hogt generaliserings2f6e/|22
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